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Abstrak
Media sosial seperti Twitter (X) menghasilkan data opini publik dalam jumlah besar yang dapat dimanfaatkan untuk analisis sentimen. Namun, perbedaan konteks antar topik atau hashtag sering menyebabkan terjadinya domain shift yang dapat menurunkan performa model klasifikasi. Penelitian ini bertujuan untuk menganalisis performa algoritma Naïve Bayes dan K-Nearest Neighbors (KNN) dalam skenario cross-domain menggunakan dua representasi fitur, yaitu TF-IDF dan FastText. Dataset diperoleh dari hashtag #MakanBergiziGratis sebagai domain sumber dan #Danantara sebagai domain target. Metode yang digunakan meliputi preprocessing teks, ekstraksi fitur, pemodelan, serta evaluasi menggunakan accuracy, precision, recall, dan F1-score. Hasil penelitian menunjukkan bahwa kedua model memiliki performa tinggi pada internal test dengan accuracy sebesar 0.94. Namun, pada pengujian lintas domain, Naïve Bayes dengan TF-IDF menunjukkan performa yang lebih stabil dengan accuracy sebesar 0.75, sedangkan KNN dengan FastText mengalami penurunan signifikan, terutama pada kelas negatif dengan nilai F1-score sebesar 0.00. Temuan ini menunjukkan bahwa pemilihan algoritma dan representasi fitur sangat mempengaruhi kemampuan generalisasi model dalam menghadapi domain shift.

Kata kunci: Analisis Sentimen, Naïve Bayes, KNN, TF-IDF, Cross-domain.
Pendahuluan
Platform media sosial telah mengubah cara manusia berinteraksi dengan memungkinkan komunikasi tanpa batas geografis serta mempercepat distribusi informasi secara global [1]. Salah satu platform yang banyak digunakan untuk mengekspresikan opini publik adalah Twitter, yang kini dikenal sebagai X [2], [3]. Di Indonesia, jumlah pengguna X terus mengalami peningkatan setiap tahunnya, sehingga menghasilkan volume data opini publik yang sangat besar dan berpotensi untuk dianalisis guna memahami persepsi masyarakat terhadap berbagai isu, termasuk kebijakan dan program pemerintah seperti Program Makan Bergizi Gratis (MBG) serta lembaga Daya Anagata Nusantara (Danantara). Analisis sentimen menjadi salah satu teknik yang banyak digunakan untuk mengidentifikasi kecenderungan opini publik, apakah bersifat positif atau negatif [4]. Namun, karakteristik data pada media sosial, khususnya tweet yang cenderung singkat, mengandung singkatan, bahasa informal, serta perubahan konteks antar hashtag, menimbulkan tantangan tersendiri dalam proses analisis. Hal ini menyebabkan performa model klasifikasi menjadi sangat bergantung pada metode yang digunakan.
Sejumlah penelitian sebelumnya menunjukkan bahwa performa algoritma klasifikasi teks tidak selalu konsisten. Pada analisis sentimen terkait transportasi publik di Indonesia, algoritma Naïve Bayes dibandingkan dengan K-Nearest Neighbors (KNN) menunjukkan hasil yang bervariasi tergantung pada dataset yang digunakan [5]. Sementara itu, penelitian lain menunjukkan bahwa Support Vector Machine (SVM) mampu memberikan performa terbaik dibandingkan Naïve Bayes dan KNN pada kasus analisis sentimen vaksinasi COVID-19 [6]. Variasi hasil tersebut mengindikasikan bahwa performa algoritma sangat dipengaruhi oleh karakteristik dataset, ukuran data, serta metode pelabelan yang digunakan. Temuan serupa juga ditunjukkan pada penelitian lain di media sosial X yang mengkaji variasi algoritma machine learning dalam klasifikasi topik sensitif seperti body shaming, di mana performa model menunjukkan perbedaan signifikan antar algoritma yang digunakan [7]. Selain itu, implementasi Naïve Bayes pada analisis sentimen isu politik di Twitter juga menunjukkan bahwa algoritma ini cukup efektif, meskipun sangat bergantung pada kualitas data dan tahapan praproses yang dilakukan [8].
Selain pemilihan algoritma, representasi teks juga berperan penting dalam menentukan hasil analisis. Berbagai pendekatan machine learning dan representasi fitur telah digunakan dalam analisis sentimen, seperti yang ditunjukkan dalam studi perbandingan model pada data skala besar [9], [10] serta penerapan TF-IDF dan Word2Vec dalam klasifikasi teks [11]. Studi lain juga menunjukkan pemanfaatan model berbasis pembelajaran mendalam seperti BERT dalam analisis sentimen pada data Twitter [12]. Hal ini menunjukkan bahwa pemilihan representasi teks sangat memengaruhi performa model klasifikasi. Studi komparatif menunjukkan bahwa Naïve Bayes cenderung stabil ketika dikombinasikan dengan representasi berbasis frekuensi seperti TF-IDF, sedangkan KNN lebih optimal ketika menggunakan embedding berdimensi rendah karena sensitivitasnya terhadap skala dan dimensi fitur. Oleh karena itu, penting untuk membandingkan dua kombinasi metode yang umum digunakan, yaitu Naïve Bayes + TF-IDF dan KNN + FastText. Penggunaan algoritma Naïve Bayes dan K-Nearest Neighbors juga telah banyak diterapkan pada berbagai kasus klasifikasi di luar analisis sentimen, seperti pengenalan pola tulisan tangan [13], sistem pakar berbasis KNN [14], serta klasifikasi citra menggunakan pendekatan KNN dan metode lainnya [15]. Hal ini menunjukkan bahwa kedua algoritma tersebut memiliki fleksibilitas tinggi dan dapat diadaptasi pada berbagai jenis permasalahan.
Tantangan lain dalam analisis sentimen adalah kemampuan model dalam menghadapi perbedaan konteks antar domain. Model yang dilatih pada satu domain sering kali mengalami penurunan performa ketika diterapkan pada domain lain akibat fenomena domain shift, yaitu perbedaan distribusi kosakata dan gaya bahasa. Penelitian sebelumnya menekankan pentingnya pendekatan cross-domain untuk meningkatkan kemampuan generalisasi model [16], [17]. Meskipun demikian, sebagian besar penelitian masih dilakukan pada domain yang sama, sehingga belum mampu mengevaluasi kemampuan generalisasi model secara optimal ketika dihadapkan pada perbedaan konteks antar hashtag [18], [19].
Berdasarkan permasalahan tersebut, penelitian ini bertujuan untuk mengevaluasi efektivitas algoritma Naïve Bayes dengan representasi TF-IDF serta K-Nearest Neighbors dengan embedding FastText dalam skenario cross-domain, yaitu pelatihan pada hashtag #MakanBergiziGratis dan pengujian pada hashtag #Danantara. Adapun kontribusi penelitian ini meliputi: (1) membandingkan performa kedua algoritma dalam skenario transfer antar hashtag, (2) menganalisis kemampuan generalisasi antara TF-IDF dan FastText, serta (3) memberikan rekomendasi praktis bagi analis opini publik dalam memilih metode yang cepat, efisien, dan robust terhadap perubahan konteks.
Metode
Metode Penelitian ini menggunakan pendekatan kuantitatif dengan metode eksperimen dan komparatif untuk mengevaluasi performa algoritma klasifikasi dalam skenario analisis sentimen lintas domain. Fokus utama penelitian adalah membandingkan kombinasi Naïve Bayes dengan TF-IDF dan K-Nearest Neighbors (KNN) dengan FastText pada Twitter berbahasa Indonesia.
A. Sumber dan Pengumpulan Data
Dataset dalam penelitian ini diperoleh dari platform Twitter (X) melalui teknik crawling dengan memanfaatkan dua hashtag utama, yaitu #MakanBergiziGratis sebagai domain sumber dan #Danantara sebagai domain target. Data yang dikumpulkan berupa tweet berbahasa Indonesia dalam periode Februari hingga Oktober 2025.Jumlah data yang diperoleh sebanyak 3.553 tweet pada domain #MakanBergiziGratis dan 1.355 tweet pada domain #Danantara, yang selanjutnya digunakan dalam proses analisis sentimen pada skenario cross- domain.
B. Preprocessing Data
Tahapan preprocessing dilakukan untuk meningkatkan kualitas data sebelum proses klasifikasi [20]. Proses ini mencakup case folding untuk mengubah seluruh teks menjadi huruf kecil, cleaning untuk menghapus URL, emoji, dan karakter khusus, serta normalization untuk mengubah kata tidak baku menjadi bentuk standar. Selanjutnya, dilakukan tokenization untuk memecah teks menjadi token kata, diikuti dengan stopword removal untuk menghilangkan kata-kata umum yang tidak informatif, serta stemming menggunakan Sastrawi untuk memperoleh bentuk dasar kata . Tahapan ini bertujuan menghasilkan data yang bersih dan konsisten sehingga dapat meningkatkan kinerja model klasifikasi [21].
C. Pelabelan Data
Data tweet diberi label secara manual ke dalam dua kelas, yaitu positif dan negatif. Pelabelan ini bertujuan untuk menghasilkan ground truth yang akurat sebagai acuan dalam proses pelatihan dan evaluasi model, sehingga dapat meningkatkan validitas hasil klasifikasi sentimen [22].
D. Pembagian Data (Train-Test Split)
Pada tahap pembagian data (train–test split), dataset diatur menggunakan proporsi standar untuk keperluan pelatihan dan evaluasi model. Data dari domain #MakanBergiziGratis digunakan sebagai basis pelatihan, di mana 80% dialokasikan sebagai training set, kemudian 10% sebagai validation set, dan 10% sisanya sebagai internal test untuk mengukur performa model pada domain yang sama.
Sementara itu, seluruh data dari domain #Danantara digunakan sebagai final test atau pengujian lintas domain (cross-domain testing). Pembagian ini dirancang untuk mensimulasikan skenario cross-domain, yaitu ketika model dilatih pada satu domain namun diuji pada domain yang berbeda, sehingga dapat menilai kemampuan generalisasi model secara lebih menyeluruh [23], [24].
E. Ekstraksi Fitur
Dalam penelitian ini, digunakan dua metode representasi teks, yaitu TF-IDF (Term Frequency–Inverse Document Frequency) dan FastText. Metode TF-IDF digunakan pada model Naïve Bayes untuk merepresentasikan frekuensi kata dalam dokumen, sedangkan FastText digunakan pada model K-Nearest Neighbors (KNN) untuk menghasilkan representasi berbasis embedding dengan mempertimbangkan subword information [25].
F. Pemodelan
Selanjutnya, pada tahap pemodelan digunakan dua algoritma klasifikasi, yaitu Naïve Bayes (Multinomial) dan (KNN). Naïve Bayes dipilih karena efisien dalam menangani data teks berbasis frekuensi, sementara KNN digunakan dengan metrik cosine similarity untuk mengukur kedekatan antar dokumen [26]. Pemilihan kedua algoritma ini didasarkan pada perbandingan antara metode probabilistik dan metode berbasis jarak dalam analisis sentimen [27].
G. Evaluasi Model
Performa model dievaluasi menggunakan beberapa metrik, yaitu accuracy, precision, recall, dan F1-score. Accuracy digunakan untuk mengukur proporsi prediksi yang benar terhadap seluruh data uji, yang dihitung berdasarkan perbandingan jumlah prediksi benar (true positive dan true negative) terhadap total data [28]. Selanjutnya, precision digunakan untuk menilai sejauh mana model tepat dalam memprediksi kelas positif, yaitu perbandingan antara true positive dan seluruh prediksi positif. Sementara itu, recall mengukur kemampuan model dalam menemukan seluruh data yang benar-benar positif, yaitu perbandingan antara true positive dan total data positif aktual. Adapun F1-score merupakan rata-rata harmonis antara precision dan recall, yang digunakan untuk memberikan keseimbangan antara kedua metrik tersebut, terutama ketika terdapat ketidakseimbangan kelas, dan biasanya dihitung menggunakan pendekatan macro averaging [29].
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Pengujian model dianalisis menggunakan confusion matrix untuk melihat distribusi prediksi benar dan salah pada setiap kelas. Komponen utama dalam confusion matrix meliputi true positive (TP), yaitu jumlah data positif yang berhasil diprediksi dengan benar; true negative (TN), yaitu data negatif yang diprediksi dengan benar; false positive (FP), yaitu data negatif yang salah diprediksi sebagai positif; serta false negative (FN), yaitu data positif yang salah diprediksi sebagai negatif [30]. Keempat komponen ini digunakan sebagai dasar perhitungan metrik evaluasi seperti accuracy, precision, recall, dan F1-score.
Perancangan
Perancangan sistem dalam penelitian ini bertujuan untuk membangun alur proses analisis sentimen secara terstruktur dalam skenario cross-domain. Sistem dirancang sebagai pipeline pemrosesan data teks yang dimulai dari tahap pengumpulan data hingga evaluasi model klasifikasi.Secara umum, arsitektur sistem terdiri dari beberapa tahapan utama, yaitu pengumpulan data, pembersihan data, pelabelan, preprocessing, pembagian dataset, ekstraksi fitur, pemodelan, serta evaluasi. Setiap tahapan dirancang saling terintegrasi untuk memastikan proses pembelajaran model berjalan optimal dalam menghadapi perbedaan distribusi data antar domain.Untuk memberikan gambaran alur sistem secara menyeluruh, arsitektur penelitian ditunjukkan pada Gambar 1.
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Gambar 1. Arsitektur sistem analisis sentimen cross-domain
Berdasarkan Gambar 1, proses dimulai dari pengumpulan data tweet berdasarkan hashtag yang telah ditentukan, yaitu #MakanBergiziGratis sebagai domain sumber dan #Danantara sebagai domain target. Data yang diperoleh kemudian melalui tahap penghapusan duplikasi untuk menjaga kualitas dataset.
Selanjutnya, data diberi label secara manual untuk menghasilkan ground truth yang valid. Tahap preprocessing dilakukan untuk menstandarkan teks sehingga dapat diproses oleh algoritma machine learning. Proses ini mencakup case folding, cleaning, normalization, tokenization, stopword removal, dan stemming.
Setelah preprocessing, dataset dibagi menjadi data latih, validasi, dan pengujian internal, serta data uji lintas domain. Pembagian ini dirancang untuk mensimulasikan kondisi nyata di mana model harus mampu melakukan generalisasi pada data dari domain yang berbeda.
Pada tahap ekstraksi fitur, digunakan dua pendekatan representasi teks, yaitu TF-IDF dan FastText. Perbedaan pendekatan ini bertujuan untuk menganalisis pengaruh representasi fitur terhadap performa model dalam menghadapi domain shift.
Selanjutnya, proses pemodelan dilakukan menggunakan dua algoritma, yaitu Naïve Bayes dan K-Nearest Neighbors (KNN). Kedua algoritma tersebut digunakan untuk membandingkan pendekatan probabilistik dan berbasis jarak dalam klasifikasi sentimen.Tahap akhir adalah evaluasi model menggunakan metrik klasifikasi untuk mengukur performa pada pengujian internal maupun pada skenario cross-domain.Untuk menjelaskan setiap tahapan secara lebih rinci, alur sistem yang digunakan dalam penelitian ini disajikan pada Tabel 2.
Tabel 2. Tahapan sistem analisis sentimen
	No
	Tahapan
	Input
	Proses
	Output

	1
	Crawling data
	Hashtag Twitter
	Pengambilan data tweet
	Dataset mentah

	2
	Remove duplicate
	Dataset mentah
	Menghapus data duplikat
	Dataset unik

	3
	Manual labelling
	Datraset unik
	Pelabelan sentimen (positif/negatif)
	Data berlabel

	4
	Preprocessing
	Data berlabel
	Case folding, normalization. Tokenizing. Stemming. Filtering & stopword
	Data bersih

	5
	Split data
	Data bersih
	Pembagian data (train, validation, test, cross-domain)
	Data terpisah

	6
	Feature extraction (TF-IDF)
	Data train
	Ekstraksi fitur berbasis frekuensi kata
	Vektor TF-IDF

	7
	Feature extraction (FastText)
	Data train
	Ekstraksi fitur berbasis embedding
	Vektor FastText

	8
	Modelling (Naïve bayes)
	Vektor TF-IDF
	Klasifikasi multinomial Naïve Bayes
	Model NB

	9
	Modelling (KNN)
	Vektor FastText
	Klasifikasi K-Nearst Neighbor
	Model KNN

	10
	Evaluasi model
	Model & data uji
	Perhitungan metrik (accuracy, precision. Recall. F1-Score)
	Nilai performa

	11
	Hasil akhir
	Nilai performa
	Analisis hasil
	Kesimpulan penelitian


Tabel 2 menunjukkan bahwa proses analisis dimulai dari pengumpulan data hingga evaluasi model secara sistematis. Setiap tahapan memiliki peran penting dalam memastikan kualitas data dan akurasi hasil klasifikasi. Urutan proses tersebut dirancang untuk mendukung skenario pembelajaran lintas domain, sehingga model dapat diuji kemampuannya dalam menghadapi perbedaan konteks antar dataset.
Pemodelan
Pada tahap ini dilakukan pembangunan model klasifikasi sentimen menggunakan dua pendekatan, yaitu Naïve Bayes dan K-Nearest Neighbors (KNN). Kedua model digunakan untuk membandingkan performa metode probabilistik dan metode berbasis jarak dalam skenario cross-domain.
A. Naïve Bayes (Multinomial)
Naïve Bayes merupakan algoritma klasifikasi berbasis probabilitas yang menggunakan Teorema Bayes dengan asumsi independensi antar fitur. Pada penelitian ini digunakan Multinomial Naïve Bayes yang umum diterapkan pada data teks.Probabilitas suatu dokumen 𝑑 termasuk ke dalam kelas 𝑐dihitung menggunakan persamaan:
	
	(5)


Dalam implementasinya nilai P(d|c) dihitung berdasarkan frekuensi kemunculan kata yang dipresentasikan menggunakan TF-IDF. Metode ini memiliki beberapa keunggulan yaitu efisien pada data teks berdimensi tinggi, stabil terhadap variasi data, serta tidak memerlukan komputasi yang kompleks.
B. K-Nearest Neighbors (KNN)
KNN merupakan algoritma klasifikasi berbasis jarak yang menentukan kelas suatu data berdasarkan kedekatan dengan tetangga terdekat dalam ruang fitur.Pada penelitian ini, representasi fitur menggunakan FastText embedding, sedangkan pengukuran jarak menggunakan cosine similarity. Rumus cosine similarity :
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Nilai kedekatan digunakan untuk menentukan k tetangga terdekat, kemudian kelas ditentukan berdasrkan mayoritas label dari tetangga tersebut. Metode K-Nearest Neighbors(KNN) memiliki beberapa karakteristik yaitu sensitif terhadap distribusi data, bergantung pada pemilihan nilai k, serta tidak melakukan proses eksplisit (lazy learning).
C. Skema Pemodelan
Skema Pemodelan Cross-Domain dalam penelitian ini dilakukan dengan melatih model menggunakan data dari domain sumber (#MakanBergiziGratis) dan mengujinya pada data dari domain target (#Danantara). Pendekatan cross-domain ini digunakan untuk mengukur kemampuan generalisasi model terhadap data yang memiliki distribusi berbeda.
D. Parameter dan Implementasi
Parameter yang digunakan dalam penelitian ini meliputi Naïve Bayes dengan pendekatan Multinomial menggunakan parameter default, K-Nearest Neighbors (KNN) yang menggunakan cosine similarity dengan nilai K tertentu, TF-IDF dengan skema unigram, serta FastText dengan pretrained embedding bahasa Indonesia. Untuk menghindari data leakage, proses ekstraksi fitur hanya dilakukan pada data training, kemudian diterapkan pada data uji.
E. Hasil Penelitian
Tabel 3. Hasil pada domain sumber (#MakanBergiziGratis)
	Model
	Accuracy
	Precision
	Recall
	F1-Score

	Naive Bayes (TF-IDF)
	0.94
	0.93
	0.94
	0.93

	KNN (FastText)
	0.94
	0.94
	0.94
	0.94


Tabel 3 menunjukkan bahwa kedua model mampu mengenali pola data dengan baik ketika data pelatihan dan pengujian berasal dari domain yang sama.
Tabel 4. Hasil pada cross-domain(#Danantara)
	Model
	Accuracy
	Precision
	Recall
	F1-Score

	Naive Bayes (TF-IDF)
	0.75
	0.74
	0.75
	0.74

	KNN (FastText)
	0.60
	0.58
	0.60
	0.57


Hasil pengujian pada domain target (#Danantara) menunjukkan adanya penurunan performa. Penurunan ini terjadi akibat perbedaan distribusi data antara domain sumber dan domain target (domain shift).
Kesimpulan
Berdasarkan hasil penelitian yang telah dilakukan, dapat disimpulkan bahwa algoritma Naïve Bayes dengan representasi TF-IDF memiliki performa yang lebih stabil dibandingkan K-Nearest Neighbors (KNN) dengan FastText dalam skenario analisis sentimen cross-domain. Meskipun kedua model menunjukkan akurasi yang tinggi pada pengujian internal (0.94), performa mengalami penurunan pada pengujian lintas domain akibat adanya perbedaan distribusi data.
Naïve Bayes mampu mempertahankan kinerja dengan akurasi sebesar 0.75 dan tetap dapat mengklasifikasikan kedua kelas sentimen dengan baik. Sebaliknya, KNN mengalami penurunan performa yang signifikan, terutama dalam mendeteksi kelas negatif, yang menunjukkan keterbatasan metode berbasis jarak dalam menghadapi domain shift.
Hasil penelitian ini menegaskan bahwa pemilihan algoritma dan representasi fitur memiliki pengaruh yang signifikan terhadap kemampuan generalisasi model. Oleh karena itu, pendekatan probabilistik seperti Naïve Bayes dengan TF-IDF lebih direkomendasikan untuk kasus analisis sentimen lintas domain.
Adapun saran untuk penelitian selanjutnya adalah menggunakan metode yang lebih kompleks seperti deep learning (LSTM atau BERT), menerapkan teknik domain adaptation, serta menambahkan jumlah dan variasi dataset agar model dapat belajar representasi yang lebih umum dan meningkatkan performa pada skenario lintas domain.
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